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SOLUCIONES INNOVADORAS PARA UNA
ENFERMEDAD EN BANANOS: DIAGNOSTICO DE LA
MARCHITEZ DEL BANANO UTILIZANDO DIFERENTES
ALGORITMOS

La incidencia de la marchitez del banano ‘Cavendish’ se caracteriza por el marchitamiento
progresivo, de rapida propagacion, y accién violenta, afectando la superficie sembrada e
incidiendo directamente en la produccién de banano en la regidén central de Venezuela. El
objetivo de este estudio fue diagnosticar la incidencia de marchitez del banano en una finca de
Venezuela utilizando informacidn de suelo mediante el desempefio de los algoritmos Random
Forest (RF), maquinas de soporte vectorial (Support Vector Machines, SVM) y analisis
discriminante lineal (ADL). Se realizé un muestreo sistematico en 39 lotes de una finca bananera,
donde se determind la granulometria (contenidos de arena, limo y arcilla), el contenido de
nutrimentos (fésforo, potasio, calcio, sodio, magnesio, cobre, zinc, manganeso y hierro), pH,
materia organica y conductividad eléctrica. También, se determind la incidencia de la marchitez
del banano durante el periodo 2016-2017. Se particiond el conjunto de datos de la siguiente
forma: El 60% del conjunto de datos se utilizé para entrenar los modelos RF, ADL y SVM con
Kernel lineal y radial, el 15% para testear y el 25% para validar los modelos. El drea bajo la curva
ROC (Caracteristica Operativa del Receptor) se utilizé para evaluar el desempefio de los modelos
ajustados, indicando que el valor mayor obtenido presenta el mejor ajuste. El drea bajo la curva
de RF, ADL, SVM con Kernel lineal y con Kernel radial fue de 0,93, 0,79, 0,76 y 0,86,
respectivamente. La sensibilidad, especificidad y precisidn para RF fue de 77.8%, 63.0% y 70.3%,
respectivamente, siendo RF el algoritmo que se desempeiié mejor que el resto, obteniendo una
mejor estimacion de la incidencia de la marchitez en lotes de banano. De esta forma, se
evidencié que el RF permitiria predecir la incidencia de marchitez en suelos lacustrinos de
Venezuela con buena precision y, aplicado adecuadamente, puede ser una herramienta eficaz
para la toma de decisiones en campo. Ademas, la utilizaciéon de informacién de suelo en zonas
bananeras de Venezuela permitié identificar lotes con alta y baja incidencia de la marchitez del
banano a través de un algoritmo de aprendizaje automatico como RF. Este estudio, permitiria
evidenciar que, se podria anticipar la predisposicién al desarrollo de la enfermedad identificando
las caracteristicas de suelo de una finca. Finalmente, la cuarentena de los sitios y desinfeccién
de los implementos de manejo, entre otros, son medidas para controlar la marchitez del banano
y evitar su propagacion a areas sanas de cultivo.

aprendizaje automatico, agricultura sostenible, banano, marchitez, suelo.
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Los bananos (Musa spp) representan un cultivo de suma importancia para la economia de
Venezuela, basada predominantemente en el petréleo. Durante los ultimos 20 afos la
produccidn bananera ha sufrido ciertos cambios atribuidos principalmente al desabastecimiento
de agroinsumos (semillas, fertilizantes, agroquimicos), problemas de acceso a divisas para
satisfacer la demanda interna, y a la inadecuada gestion de las politicas agricolas, la afectacion
de la sequia, plagas y enfermedades (FAO, 2019).

Entre los principales factores limitantes de la produccidn de bananos en la regién central de
Venezuela se encuentran la ocurrencia de sequias meteoroldgicas (Olivares, 2018; Cortez et al.
2018), el ataque del gorgojo negro del banano (Cosmopolites sordidus (Germar)) (Rey et al. 2006;
2009); y la severa afectacion de superficies de bananos a causa de las enfermedades como la
sigatoka negra (Mycosphaerella fijiensis Morelet), sigatoka amarilla (Mycosphaerella musicola
Leach et Mulder) y la marchitez del banano (MB) generada por un complejo hongo-bacteria y
los cuales afectaron el potencial del cultivo como producto para la exportacion.

En las zonas bananeras del estado Aragua de Venezuela, la MB esta diezmando la produccién de
banano Cavendish desde el 2006, recrudeciendo sus consecuencias en el rendimiento del rubro
desde el 2010 (Martinez et al. 2016; Rey et al. 2016). La MB es un desorden fisioldgico y
metabdlico; en cuyo origen podria jugar un papel importante la unién de factores bidticos y
abidticos, como las condiciones fisicas, quimicas y los microorganismos del suelo
potencialmente patdgenos (Dominguez et al. 2001). Pero lamentablemente hasta la fecha no se
ha podido descubrir el agente causal de la enfermedad, por lo que su control y prevencion es
complicada.

Actualmente, la MB puede ser confundida con la marchitez por Fusarium oxysporum f.sp.
cubense (Foc) considerada como una de las mas destructivas de banano a nivel mundial (Ploetz,
2015; Dita et al. 2018). Especificamente la Raza 4 Tropical (TR4) ha causado graves pérdidas en
el Sudeste Asidtico, afectando gravemente la subsistencia de los pequefios y medianos
productores, extendiéndose al continente africano y al Medio Oriente (Karangwa et al. 2018),
causando preocupaciones de su propagacion al subcontinente indio y América Latina (Pérez-
Vicente & Porras, 2015) con consecuencias que pudieran ser devastadoras para los productores
bananeros, y sobre todo para la cadena de valor del banano.

Los diversos estudios sobre la epidemiologia de la enfermedad establecen necesario considerar
los efectos del tipo del suelo (Dita et al. 2018). Estas observaciones demuestran que la
propagacion de la marchitez en bananos en algunas zonas bananeras fue mas rdpida en unas
regiones que en otras, lo que lleva a correlacionar la incidencia de ese tipo de enfermedad con
las propiedades especificas del suelo, como textura (Deltour et al. 2017), pH (Li et al. 2018),
capacidad de intercambio de cationes (Bosman, 2016), sales solubles totales, nutrientes
disponibles (Segura et al. 2015), materia orgdnica y drenaje (Lahav & Israeli, 2000).

El aprendizaje automatico o Machine Learning permite tanto identificar patrones entre una
cantidad considerable de datos que pueden ser de diferente naturaleza como predecir
comportamientos a través de algoritmos capaces de aprender y evolucionar basandose en su
propia experiencia (Chemura et al. 2017; Ma et al 2017; Ye et al., 2020). Con miras a anticipar la
enfermedad de MB y conseguir un diagndstico mas preciso, surge el objetivo de este trabajo
que es evaluar el desempefio de diferentes algoritmos, estos son, analisis discriminante lineal
(LDA), maquinas vectoriales de soporte con Kernel Lineal (SVMkl), Random Forest (RF) y
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magquinas vectoriales de soporte con Kernel Radial (SVMkr). Generando asi, informacién valiosa
capaz de detectar estas alteraciones en las plantas de banano y su correlacién con las variables
de suelo de manera objetiva y rigurosa.

Esta informacion resultaria muy valiosa para comprender en un sentido mds amplio el problema
fitosanitario que representa esta enfermedad en las plantaciones de bananos y sus relaciones
con los demas componentes que conforman su manejo agronémico. La determinacion de estas
areas permitiria ejecutar protocolos de prevencion de la enfermedad enfocados en las areas
criticas para evitar su propagacién en la finca considerando variables de suelo de facil medicion
y econdmicas para el agricultor.

Area de estudio

El drea de estudio abarca una superficie de 180 ha de banano (Musa paradisiaca L) subgrupo
Cavendish, ubicada en el municipio Libertador del estado Aragua, Venezuela. El clima es tropical
de sabana con una precipitacion promedio anual de 1100 mm y una evaporacidon promedio
anual entre 1800-2200 mm (Hernandez et al. 2017). Las lluvias son estacionales con 5 a 6 meses
himedos ubicados entre los meses de mayo-junio y octubre-noviembre (Olivares, 2018). Los
suelos en su gran mayoria son lacustrinos, con texturas medias alta disponibilidad de
nutrimentos, altos pH y con condiciones salinas en forma localizada (Viloria et al. 2003; Delgado
et al. 2010).

Muestreo de suelos

Se realizé un muestreo sistematico siguiendo los lineamientos de (Lozano et al. 2004), con una
distancia aproximada de 150 m entre sitios de muestreo, comprendiendo 90 puntos distribuidos
en los 38 lotes de bananos de la finca. Se obtuvieron muestras compuestas en cada uno de los
lotes de banano. Las muestras fueron sometidas a analisis de suelos con fines de fertilidad,
determinando la proporcién en porcentaje de arena (a), limo (L) y arcilla (A) (Gee & Or, 2002),
la reaccién del suelo (pH), conductividad eléctrica (CE) (dS/m) en suspensién 1:2 (suelo: agua)
(Soil Survey Staff, 2014), los contenidos de MO: materia organica (%); K: potasio (mg/kg); Ca:
calcio (mg/kg); Mn: manganeso (mg/kg); Fe: hierro (mg/kg); Zn: zinc (mg/kg), Cu: cobre (mg/kg);
S: azufre (mg/kg) y fésforo (P) (mg/kg) (Mehlich, 1984).

Incidencia de marchitez en bananos (IMB)

Se evalud la incidencia de la enfermedad, calculada como la proporcién entre el nimero de
plantas enfermas y el nimero total de plantas observadas (Akter et al. 2015) en cada lote de
terreno cultivado durante los afios 2016 y 2017 en los 39 lotes totales.

Agrupamiento de las variables del suelo

Se evaluaron dos algoritmos de agrupamiento, UPGMA y K-means, utilizando las variables de
suelo estandarizadas como variables de entrada. UPGMA utilizé la distancia euclidea como
indice de similitud. El nUmero dptimo de conglomerados se determind en base a 18 indices para
agrupar las variables de suelo mediante el paquete NbClust (Charrad et al.2014), que aplica la
regla de la mayoria (Kautzky et al.2015), estos indices son: 1-CH (Calinski & Harabasz 1974), 2-
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Hartigan (Hartigan 1975), 3-C-Index (Hubert & Levin 1976), 4-DB (Davies & Bouldin 1979), 5-
Silhouette (Rousseeuw 1987), 6-Ratkowsky (Ratkowsky & Lance 1978), 7-Ball (Ball & Hall 1965),
8-Ptbiserial (Milligan 1981),9-McClain (McClain & Rao 1975), 10-Gamma (Baker & Hubert 1975),
11-Gplus (Milligan 1981), 12-Tau (Milligan 1981), 13-SDbw (Halkidi & Vazirgiannis 2001), 14-KL
(Krzanowski & Lai 1988), 15-Duda (Duda & Hart 1973), 16-Beale (Beale 1969), 17-Gap (Tibshirani
et al 2001), and 18-SD (Halkidi et al 2000). Por lo tanto, el nimero de conglomerados sugerido
para el agrupamiento de las variables de suelo es el que presente una mayor frecuencia de los
indices evaluados.

Validacién de los agrupamientos

Para comparar los conglomerados realizados por estos algoritmos, se utilizaron los siguientes
indices de validacidn interna: el indice de conectividad el cual esta relacionado a la distancia
entre objetos en un mismo conglomerado, mientras mas bajo sea el valor de este indice es mejor
(Kassambara 2017), el indice de ancho de silueta el cual mide la confianza con la que una
observacién es asignada a un conglomerado (Sekula et al. 2017) y el indice Dunn es el cociente
entre la minima distancia entre dos objetos que no pertenecen a un mismo conglomerado y la
maxima distancia entre dos objetos de un mismo conglomerado. Combina la compactacién
(homogeneidad dentro del conglomerado) con el grado de separacion entre conglomerados.
(Dalton et al. 2009). Estos indices fueron calculados a través del paquete optCluster en R (Sekula
et al. 2017).

Desbalanceo en las categorias de IMB

Para abordar el tema de desbalanceo presente en la variable categdrica IMB (diferente cantidad
de clases de incidencia alta o baja), se aplicé una técnica de pre-procesamiento de datos
conocida como re-muestreo o muestreo. Esta técnica consiste en realizar modificaciones
directas sobre los elementos de la base de datos con el fin de generar un equilibrio entre las
distintas clases que la componen (Galindo Huerta, 2018; He & Garcia, 2009). Se usaron en este
trabajo tres variantes de remuestreos que son: submuestreo (undersampling), sobremuestreo
(oversampling) y sobremuestreo aleatorio (ROSE). La técnica undersampling trabaja sobre la
clase mayoritaria del conjunto de datos y consiste en la eliminacidn de muestras dentro de esta
clase de tal forma que se genere un equilibrio entre clases. Por otro lado, tenemos la técnica de
remuestreo oversampling, que en contra posicidn a la previamente nombrada, realiza su trabajo
sobre la clase minoritaria del conjunto de datos, afiadiendo muestras a esta clase de tal forma
que se equilibre la diferencia entre clases. El sobremuestreo aleatorio (ROSE) produce una
muestra sintética, posiblemente equilibrada, de datos simulados segun el enfoque de
remuestreo suavizado Bootstrap (Longadge & Donge, 2013; Lunardon et al., 2014; Guo et al.
2017).

Modelacion estadistica

Para el conjunto de datos se realizaron 30 submuestras aleatorias de la siguiente forma: 60%
para entrenamiento, 15% para validacion, 25% para testeo. Esto se realizé con el fin de
identificar el mejor tipo remuestreo acorde a nuestro conjunto de datos. Para cada una de las
submuestras se aplicaron los siguientes tres tipo de remuestreos: undersampling, oversampling
y ROSE. La libreria de R que se uso en esta instancia fue ROSE (Menardi & Torelli, 2014; Lunardon
et al. 2014). Esta libreria permitié abordar problemas de clasificacion binaria cuando hay
presencia de clases desbalanceadas. Para medir el desempeno de los algoritmos evaluados se
considerd: el area bajo la curva ROC, la sensibilidad, la especificidad y la precisidn.
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Caracteristicas del suelo bananero

Los resultados del andlisis descriptivo (figura 1), indicaron importantes diferencias entre las
caracteristicas de los suelos de los lotes, ocurriendo suelos de textura franca a franco limosa,
suelos afectados ligeramente por sales (Lotes 1-5), asi como la variabilidad en los contenidos de
nutrimentos (fésforo y potasio) y las amplias diferencias en contenidos de calcio y magnesio; y
en las relaciones de las bases cambiables (Calcio/Magnesio /Potasio) reflejadas en la figura 2.
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Figura 1. Diagramas de caja y antes y después de la normalizacidn. (a) Concentracion de algunas
variables bajo estudio: ARC: arcilla (%); LIM: Limo (%); ARE: Arena (%); P: fésforo (mg/kg); pH:
reaccion del suelo; CE: conductividad eléctrica (ds/m); MO: materia organica (%); Mn:
manganeso (mg/kg); Fe: hierro (mg/kg); Zn: zinc (mg/kg); Cu: cobre (mg/kg); S: azufre (mg/kg).
(b) Concentracién de lotes de bananos muestreados normalizados. En la figura se presentan 50
muestras (o sitios de muestreo) como referencia.

En algunos lotes el pH fue ligeramente mas alto que en otros, lo cual se relaciond con altos
niveles de Na y deficiencia de Fe y Mn. Por otra parte, las caracteristicas particulares del material
parental de los suelos generan niveles muy altos de Ca, lo cual se asocia con muy altas relaciones
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Ca/Mg; Ca/K e incluso existen altas relaciones Mg/K, que provocan desbalance nutricional y
dificultad en la absorcidn de estos elementos. Por otra parte, los contenidos de Materia Orgdnica
y Zinc fueron las Unicas variables quimicas que presentaron valores normales en todos los suelos

En la mayoria de los lotes predominan las texturas francas (FL/F — FL), con predominancia de
particulas con didmetro equivalente entre 2 y 50 um, con valores bajos de densidad aparente
(0,45 a2 0.89 Mg.m?3), lo cual es de esperarse, ya que se trata de suelos de origen lacustrino, cuyo
material parental le proporciona tal caracteristica. Por esta razon, los valores de Porosidad Total
son bastante altos (63 a 78 %). Estas caracteristicas permiten que estos suelos tengan una tasa
de infiltracién moderada a moderadamente alta.
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Figura 2. Mapa de calor generado a partir de datos de suelo de los lotes bananeros evaluados
enel 2016y 2017, el cual representa los valores de concentracion de las variables de suelo (color
azul a amarillo) para el periodo de estudio.

Incidencia de la marchitez del banano (IMB)

La figura 3 muestra el transcurso de la incidencia de marchitez del banano en el sitio evaluado.
Para el periodo 2016 la mayor incidencia ocurrié en el lote 38 con 5.57% y el menos afectado
fue el lote 3 con 0.54%. Con relacidn al periodo 2017, la mayor proporcion de incidencia se
registré en el lote 36 con 8.47% mientras que el lote 17 presentdé una baja incidencia (0.11%).
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Figura 3. Transcurso de la incidencia de la marchitez del banano (IMB) durante el periodo 2016-
2017 en la zona bananera.

Incidencia (%)

Agrupamiento de las variables del suelo

Para los algoritmos de agrupamiento evaluados, el nimero éptimo de conglomerados fue dos.
En el cuadro 1 se muestran los ocho indices que sefialaron la presencia de dos grupos para el

método UPGMA vy los seis indices que sefialan la presencia de dos grupos para el métodoK-
means.

Cuadro 1. Numero de indices que clasificaron las variables del suelo en dos conglomerados
(k=2), para los métodos UPGMA y k-means.

Método Numero de indices Descripcion de los indices
CH, C-Index, Silhouette, Duda, Beale, Gap,
UPGMA 8 .
McClain, Gplus
CH, Duda, Gap,
K-means 6

McClain, SD, and SDbw

En general, para los métodos UPGMA y K-means, los indices de validacion identificaron 2
conglomerados para el agrupamiento de las variables de suelo (cuadro 2). Todos los métodos
de conglomerado evaluados sugieren que la conectividad mas baja y los valores de silueta mas
altos se obtuvieron para k = 2. Sin embargo, el indice de Dunn, no fue sensible en identificar el
numero Optimo de conglomerados, dando valores diferentes para los dos métodos de
agrupamiento (Cuadro 2).
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Cuadro 2. indices de validacién de conglomerados de variables de suelo formados por
dos métodos de conglomerado

Métodos*
indices de validacion® UPGMA K-means
Conectividad 4.77 (2) 8.80 (2)
Ancho de silueta 0.37 (2) 0.35(2)
Dunn 0.47 (5) 0.44 (3)

¥*UPGMA: Método de agrupamiento jerarquico aglomerativo; K-means: método de agrupamiento no jerarquico.
$Conectividad: un valor bajo indica que los objetos dentro de un conglomerado son mas similares. Ancho de Silueta:
un valor alto indica una alta confianza con la que se asigna una observacidn a un grupo. Dunn: un valor alto implica
una alta varianza entre grupos y una baja varianza dentro de grupo. La cantidad 6ptima de conglomerados entre
paréntesis.

La regla de la mayoria se aplicé con el fin de identificar el nimero de grupos relacionados con
las categorias de IMB. Luego, con la clasificacidn obtenida para cada algoritmo de agrupamiento,
se contrasto la clasificacion obtenida con la categorizacion de la variable IMB para ver si existe
o no independencia entre esas dos variables. Los dos grupos formados por el método UPGMA
son dependientes de la categorizacidén realizada para la variable IMB (que considera dos
categorias bajo: <2.5% y alto: 22.5%); ya que el p-valor del estadistico Chi cuadrado de Pearson
(p=0,0267) es estadisticamente significativo (p<a) a un nivel de significancia a=0,05 (Cuadro 3).
Por lo tanto, se rechaza la hipotesis nula de independencia, concluyendo que la categoria IMB
es dependiente de los grupos obtenidos por el método de conglomeracion UPGMA. Este
resultado indicaria que la cantidad de categorias para la variable IMB es dos. UPGMA fue mas
sensible que K-means a la hora de identificar la cantidad de grupos asociados a las variables de
suelo en lotes de banano con alta y baja incidencia.

Cuadro 3. Tabla de contingencia de la categorizacidon de la variable IMB vs la clasificacion
obtenida por el método UPGMA.

Estadistico Valor gl p

Chi Cuadrado Pearson 4,91 1 0,0267*
Chi Cuadrado MV-G2 5,01 1 0,0252
Irwin-Fisher bilateral -0,09 0,0842
Coef.Conting.Cramer 0,18

Kappa(Cohen) -0,05

Coef.Conting.Pearson 0,24

Coeficiente Phi -0,25

“significativo (p<a) a un nivel de significancia a=0,05.

Modelacion estadistica

Se observo que cuando no se utilizé algun tipo de remuestreo a los datos originales (Raw data
set) se obtuvieron en general valores bajos para cada uno de los criterios usados para medir el
desempenfio de los algoritmos aplicados en este estudio. El uso de las técnicas de remuestreo
permitid obtener mejores resultados que al considerar los datos originales. Los diferentes
algoritmos y tipos de remuestreos utilizados en este estudio, se pueden ver en el cuadro 4. En
general, se observé un comportamiento similar en cuanto a que el remuestreo Oversampling
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fue el que presentd una mayor drea bajo la curva ROC para todos los algoritmos evaluados.
Ademas, se observd que el tipo de remuestreo ROSE mostré un menor desempeio para el
conjunto de datos y para los algoritmos evaluados, destacandose por presentar en general
valores bajos del area bajo la curva ROC tanto para el conjunto de validacién como el de testeo,
baja precision, baja sensibilidad y baja especificidad (Cuadro 4). El algoritmo RF presentd en
promedio valores altos para cada uno de los criterios usados AUC: area bajo la curva ROC, SN:
sensibilidad, SP: especificidad y AC: precisidn; siendo este, el algoritmo con el mejor desempefio
respecto a los otros algoritmos usados en este trabajo. Por otra parte, los algoritmos LDA y
SVMKkI fueron los que presentaron en promedio valores bajos en la mayoria de los criterios
(Cuadro 4).

Cuadro 4. Desempefio promedio de diferentes algoritmos, analisis discriminante lineal (LDA),
magquinas de soporte vectorial con Kernel Lineal (SVMkI), Random Forest (RF) y maquinas de
soporte vectorial con Kernel Radial (SVMkr) para las categorias de IMB.

¥
. Método de Col-n\'lljJucnto Al.JC¥
Algoritmos remuestreot de Conjunto SN SP AC
Validacién de Testeo
LDA Raw dataset 0.65 0.57 54.87 52.05 53.46
Undersampling 0.75 0.74 65.60 57.59 61.60
Oversampling 0.79 0.69 62.24 56.07 59.15
ROSE 0.66 0.59 56.31 52.62 54.47
SVMKkI Raw dataset 0.63 0.56 53.85 51.72 52.79
Undersampling 0.76 0.73 65.00 57.11 61.06
Oversampling 0.76 0.75 66.07 57.53 61.80
ROSE 0.66 0.60 56.86 52.93 54.89
RF Raw dataset 0.69 0.63 58.10 54.15 56.13
Undersampling 0.92 0.93 77.80 62.78 70.29
Oversampling 0.93 0.92 76.97 63.03 70.00
ROSE 0.65 0.60 56.96 52.6 54.78
SVMkr Raw dataset 0.67 0.62 5791 53.26 55.58
Undersampling 0.83 0.82 70.59 59.99 65.29
Oversampling 0.86 0.85 7298 60.88 66.93
ROSE 0.66 0.85 56.28 53.49 54.88

AUC: area bajo la curva ROC, SN: sensibilidad, SP: especificidad, AC: precisién.

Los resultados de IMB coinciden con los reportaos por Gonzalez (2003), que indica que la
enfermedad se desarrolla en clima tropical y subtropical, con presencia de alta humedad y
suelos con mal drenaje, con fuertes desequilibrios nutricionales. Cuando no hay aireacién, la
infeccion se produce en las raices sanas por encontrar un exceso perjudicial de anhidrido
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carbdnico originado por la respiracién, y aunque la raiz principal es poco afectada, las raicillas
laterales enferman y quedan destruidas.

Por otra parte, Martinez et al. (2016) establecieron que las variables mas relacionadas con la
incidencia de la marchitez del banano en la zona de estudio son las relacionadas con la
granulometria, conductividad eléctrica, carbono orgdnico, nitrogeno total, contenidos de
fésforo, calcio y magnesio intercambiables y la relacidn calcio — magnesio.

De acuerdo a la distribucidn espacial de los focos de incidencia de marchitez de banano en la
zona de estudio, se deduce que el manejo inadecuado en los inicios de la enfermedad ha
causado su mayor incidencia entre los lotes 36 al 38 de la unidad de produccién bananera; sin
embargo, Rey et al. (2016) indicaron que el area de estos lotes presenta suelos con caracteristicas
especificas de altos contenidos de arcilla, potasio, zinc, cobre y sales en profundidad y los mas
bajos contenidos de hierro y calcio de la finca que se repiten en otras areas de la finca con banano
y pasto, constituyéndose en zonas susceptibles a ser afectadas por la enfermedad, abarcando
alrededor de 108 has.

Se pudo observar que, aunque la mayoria de los lotes (66.7%) presentaban valores de hasta
2.5% de incidencia, existia un 33.3 % de los lotes con valores superiores al 2.5% de incidencia de
la enfermedad. Es importante resaltar que los lotes con altos niveles de incidencia (> 5%) de la
enfermedad son considerados del alto riesgo para la zona. Este riesgo se viene dando no solo
por comprometer la produccién rentable de la finca, sino por el potencial de actuar como fuente
de indculo para otros lotes dentro de la plantacion y para las plantaciones vecinas.

Sin embargo, sélo unos pocos paises estudian y examinan la incidencia de la marchitez de
bananos causada en esta ocasién por Foc, como es el caso de zonas bananeras de Costa Rica con
7.3% de incidencia (Lichtemberg et al. 2010); en Colombia se reportaron zonas con incidencia
de 0,3% con una prevalencia de 4.3% (Merchan, 2002); la investigacién de Hossain & Rashid
(2001) arrojo unaincidencia entre 4,27-24% en Bangladesh donde se consideré alta la incidencia
de Foc; mientras que en fincas de pequefios productores (<2 ha) de Malasia la enfermedad llegd
hasta el 50% (Jamaluddin et al. 2001). Entre tanto, investigaciones de Tushemereirwe & Ploetz
(1993), en Uganda reportaron la Marchitez por Fusarium en bananos sobre los 1400 msnm, en
estado continuo de cultivo mayores de 30 afios, donde indica que la incidencia de la enfermedad
es generalmente menos del 5%, coincidiendo con los reportes de la incidencia de esta
investigacion.

La incidencia de esta enfermedad es usualmente baja, aunque hasta el 60% de una plantacién
puede ser afectada. Ya que la marchitez puede ser confundida facilmente con el marchitamiento
por Fusarium, a menudo no es posible para el productor bananero distinguir entre las dos
enfermedades. En las regiones afectadas por el marchitamiento por Fusarium, por lo tanto, la
ocurrencia de la marchitez del banano puede ser subestimada.

En este estudio, se observd que el método de remuestreo ROSE presento valores bajos de los
criterios usados tales como: area bajo la curva ROC, sensibilidad, especificidad y precision, esto
puede deberse a que este tipo de remuestreo genera datos sintéticos que distan a la realidad
de los datos tomados en campo (Lunardon et al. 2014). Los algoritmos como el Random Forest
(RF) y las maquinas de soporte vectorial con kernel radial (SVMkr) se usan generalmente cuando
las clases de una variable no pueden ser separables linealmente (Bauckhage, 2019). En nuestro
trabajo, se observd que los algoritmos que presentaron un mejor desempefio fueron los que
permitian una separacion no lineal de las clases de IMB (RF y SVMkr). Esto indicaria que las clases
de IMB deberian ser abordadas desde un enfoque no separable linealmente. Por otra parte, en
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nuestro trabajo se observd que el desempeiio mds bajo lo presentaron los algoritmos LDA vy
SVMKkI; siendo estos algoritmos comunmente usados cuando las clases son separables
linealmente.

Estos resultados son similares a los reportados por Gomez Selvaraj et al. (2020) los cuales
establecen que modelos de Machine Learning basados en imdgenes aéreas tienen un gran
potencial para proporcionar un sistema de apoyo a la toma de decisiones para las principales
enfermedades del banano en Africa. También, el estudio desarrollado por Ye et al. (2020)
concluyo que el clasificador de RF fue el mds adecuado para la identificacién y mapeo de la
enfermedad del marchitamiento por Fusarium del banano a partir de imagenes de deteccidn
remota basadas en el uso de Vehiculos Aéreos No Tripulados. La maquina de soporte vectorial
(SVM), el Random Forest (RF) y el algoritmo basado en redes neuronales artificiales (ANN) han
sido usados por Ye et al. (2020) y Aruraj et al. (2019) para identificar ubicaciones que estaban
infestadas o no infestadas con marchitez por Fusarium.

Obtener informacién relevante a partir de los datos, no solo podria ayudar a mejorar la
experiencia del agricultor, sino también a tomar decisiones pertinentes desde las primeras
etapas de la aparicidon de los sintomas a campo. Asimismo, los datos de suelo pueden ser una
importante fuente de informacidn con respecto a la predisposicion de algunas enfermedades en
banano. En este sentido, los algoritmos aqui evaluados permitirian analizar, interpretar y
predecir futuros escenarios que ayudan a prevenir y reducir la carga de enfermedades en lotes
de banano de Venezuela y su impacto en la produccién.
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